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Abstract

This work is concerned with the mathematical modelling and optimal control of
buildings using Gaussian process regression, a machine learning method. The
general motivation is to contribute to a more widespread use of model predictive
control (MPC) in building automation systems. The low popularity of MPC in
buildings is partly due to the high e�ort required to model the building and its
subsystems. A suitable model for this purpose should be simple, require a small
amount of data to be trained and have a good prediction accuracy.

This work speci�cally proposes a hybrid model that combines Gaussian processes
(GP) with highly simpli�ed grey-box models. The function of the grey-box part is
to describe the general behaviour of the system. The GP is trained on the grey-box
model's prediction error, automatically learning the error's pattern and using it to
improve future predictions. The results show that the hybrid model improves the
temperature and energy predictions of the pure grey-box model while presenting
a lower generalization error compared to a pure GP.

To exemplify the method, the grey-box, GP and hybrid models are used to con-
trol a simulated building employing MPC. It is shown that the hybrid model
achieves higher energy savings than the grey-box model while maintaining equiva-
lent thermal conditions in the building. It is also investigated whether the variance
predicted by the GP and hybrid models can be used as a measure of the predic-
tion uncertainty, enabling its use in the evaluation of probabilistic constraint for
stochastic MPC. It is shown that this assumption is not a valid approximation for
either of the models.

In conclusion, this work shows that a hybrid model combining simpli�ed grey-
box models with Gaussian processes achieves a higher prediction accuracy than
its individual components. The improved prediction accuracy can lead to higher
savings when employing MPC.
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Kurzfassung

Die vorliegende Arbeit beschäftigt sich mit der mathematischen Modellierung und
optimalen Regelung von Gebäuden mittels Gauÿprozessen (GP), einer Methode
des maschinellen Lernens. Hauptmotivation der Arbeit ist es, zu einer höheren
Durchdringung der Modellprädiktiven Regelung (MPR) in Gebäudeautomations-
systeme beizutragen. Die geringe Popularität dieser Methode ist teilweise dem
hohen Modellierungsaufwand für Gebäude und deren Subsysteme geschuldet. Ein
ideales Modell für MPR sollte einfach sein, wenig Daten für die Kalibrierung
benötigen und eine gute Vorhersagequalität haben.

Im Rahmen der Arbeit wird ein hybrider Modellierungsansatz vorgeschlagen, der
sehr vereinfachte Grey-Box-Modelle mit Gauÿprozessen kombiniert. Das Grey-
Box-Modell wird dabei verwendet, um das allgemeine Verhalten des Systems zu
beschreiben. Der GP wird benutzt, um das Fehlermuster der Vorhersagen des
Grey-Box-Modells automatisch zu identi�zieren und damit die zukünftigen Vorher-
sagen zu verbessern. Die Ergebnisse zeigen, dass das hybride Modell die Temperatur-
und Energieaufwandvorhersagen des Grey-Box-Modells verbessert und der Gener-
alisierungsfehler kleiner als der eines reinen Gauÿprozesses ist.

Zur Erläuterung der Methode werden die Grey-Box, GP und hybride Modelle für
die simulative Regelung eines Gebäudes angewendet und dafür in einem modell-
prädiktiven Regler implementiert. Es wird gezeigt, dass die Verwendung des hy-
briden Modells statt des Grey-Box-Modells zu höheren Energieeinsparungen unter
vergleichbaren thermischen Bedingungen führen kann. Es wird auch untersucht, ob
die vorhergesagte Varianz der GP und hybriden Modelle für die Quanti�zierung
der Vorhersageunsicherheit benutzt werden kann. Dies würde erlauben, proba-
bilistische Beschränkungen in einem stochastischen MPR zu betrachten. Es wird
gezeigt, dass diese Annahme für beide Modelle nicht gültig ist.

Schlussfolgernd kann gezeigt werden, dass die Kombination aus vereinfachten Grey-
Box-Modellen und Gauÿprozessen zu besseren Vorhersagen als die ihrer individu-
ellen Komponenten führen kann. Die verbesserte Vorhersagequalität kann benutzt
werden, um höheren Energieeinsparungen durch MPR zu erzielen.
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